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1. Resumen 

El Plan Nacional de Ciudades Inteligentes (Smart Cities), promovido por el 
Ministerio de Asuntos Económicos y Transformación Digital, establece las pautas 
para fomentar el desarrollo tecnológico en las Ciudades Inteligentes en España. Su 
objetivo es apoyar a las administraciones locales en la transición hacia ciudades y 
destinos más avanzados digitalmente. Este plan adopta la definición del Grupo Técnico 
de Normalización 178 de AENOR, que describe una “Smart City” como aquella que 
emplea las TIC para mejorar la calidad de vida y accesibilidad de sus ciudadanos, 
garantizando un desarrollo económico, social y ambiental sostenible en constante 
evolución. 

En este contexto, la gestión energética del alumbrado público en Smart Cities, la 
regulación vigente se encuentra parcialmente definida en normativas específicas, como 
el Reglamento de Eficiencia Energética en Alumbrado Exterior (REEAE, RD 
1890/2008), el Reglamento Electrotécnico de Baja Tensión (REBT, RD 842/2002), 
así como en los criterios establecidos por los comités UNE-CTN 178 de Ciudades 
Inteligentes y ISO-TC 268 de Ciudades y Comunidades Sostenibles, entre otros. Sin 
embargo, a pesar de estas regulaciones, solo existen directrices generales sobre la 
eficiencia energética del alumbrado público. 

Por ello, este trabajo pretende generar evidencia científica que permita desarrollar una 
solución óptima para el control inteligente del alumbrado público. Para lograrlo, se 
ha llevado a cabo una recolección y análisis exhaustivo de datos provenientes de 
sistemas de iluminación LED telegestionados, alimentados mediante energía 
renovable (solar/fotovoltaica) y respaldados por baterías. La optimización del sistema 
se basa en el uso de técnicas de Machine Learning (ML) e Inteligencia Artificial (IA) 
para mejorar la gestión energética. 

En este ámbito, los sistemas de alumbrado inteligentes más avanzados han 
desarrollado modelos predictivos para la generación fotovoltaica, considerando 
factores meteorológicos clave, como la irradiancia solar, que incide directamente en la 
capacidad de generación y almacenamiento de energía. No obstante, los algoritmos 
actuales presentan limitaciones, ya que operan en niveles discretos y no siempre se 
actualizan en tiempo real según las condiciones del entorno. 

Por ello, este trabajo investiga en soluciones innovadoras que permitan dotar al sistema 
de mayor autonomía e inteligencia, superando el enfoque tradicional centrado 
únicamente en la eficiencia energética. 

2. Objetivos 

El objetivo principal del trabajo fue llevar a cabo un estudio de sistemas de iluminación 
fotovoltaicos para vías públicas, cuya gestión energética se llevara a cabo mediante 
modelos de Inteligencia Artificial (IA) y Aprendizaje Máquina (Machine Learning, ML) 
con el fin posibilitar un control predictivo e inteligente del consumo energético en función 
de las variables implicadas en la generación fotovoltaica.  

  



 

 

3. Metodología 

El presente trabajo pretendió optimizar el funcionamiento de luminarias solares y crear 
un perfil de iluminación para una gestión óptima de la batería de esta. Se seleccionaron 
un conjunto de luminarias de la marca Philips equipadas con paneles fotovoltaicos 
propios en la parte superior y baterías integradas, las cuales se localizan en Picanya, 
(Valencia), y se pueden telecontrolar remotamente. A través de la plataforma web 
Interact City se han recopilado datos del voltaje e intensidad del panel fotovoltaico a 
intervalos regulares de tiempo. 

Por otra parte, se han obtenido registros de diversas variables meteorológicas de 
bases de datos online para dicha localización, como temperatura, humedad relativa y 
radiación solar entre otras. Estos datos junto con los del panel, han sido pre-procesados 
y analizados para entrenar un modelo de predicción meteorológica basado en la 
herramienta de Inteligencia Artificial ‘Robert’. El modelo entrenado ha sido utilizado 
para predecir las condiciones meteorológicas futuras y, en consecuencia, poder ajustar 
los parámetros de funcionamiento de las luminarias, maximizando así su autonomía y 
eficiencia energética.  

Un diagrama general de la metodología de implementación del sistema sería el 
siguiente:  

 

Primero, obtenemos los datos de voltaje e intensidad producidos por el panel 
fotovoltaico de la luminaria en formato .csv a través del software específico en periodos 
regulares de tiempo. En este caso, cada 15 minutos aproximadamente. Seguidamente, 
realizamos un estudio, análisis y obtención de diferentes variables meteorológicas 
como: la radiación solar, la temperatura, la humedad relativa, el porcentaje de 
nubosidad, la cantidad de precipitación, etc. De esta forma, podemos realizar un estudio 
de la correlación entre el clima y el comportamiento propio del panel. Para poder analizar 
los resultados, debemos de realizar un análisis y procesado previo, ya que los datos 
empleados provienen de distintas fuentes. Dicho procesado ha sido realizado con 
Python, pero se puede usar cualquier otra herramienta o lenguaje. Por último, para la 
predicción meteorológica, empleamos el archivo con los datos procesados (en formato 
.csv) y mediante la IA ‘Robert’ y su aprendizaje automático automatizado, podemos 
obtener la predicción como resultado de distintos módulos de regresión y clasificación. 
Además, una de sus principales funciones y más importantes es la curación, generación 
y verificación de los datos proporcionados. Finalmente, obtendremos un informe con 
distintos parámetros estadísticos, correlaciones, outliers y gráficos para 
proporcionarnos una amplia información sobre el proceso de predicción.   

3. 1. Estructura de la luminaria  

Se han empleado luminarias Philips SunStay Pro VGP725 LED60-1F/730 OG-BLE 
DM31 GR III 60P SC_34W_910771135487, diseñada para ofrecer iluminación eficiente 
y sostenible en áreas sin acceso a la red eléctrica.  

DATOS  
LUMINARIA 

BBDD  
METEOBLUE 

PROCESADO  
PYTHON ROBERT IA PREDICCIÓN PERFIL  

ILUMINACIÓN  



 

 

 

Figura 1. Luminaria empleada [1] 

Este modelo incorpora un módulo LED con un flujo luminoso de 6,000 lúmenes, lo que 
garantiza una iluminación potente y uniforme. Además, su temperatura de color de 3,000 
K proporciona una luz blanca cálida, ideal para crear ambientes acogedores, mientras 
que su índice de reproducción cromática (CRI) de 70 asegura una buena representación 
de los colores. Su alta eficacia luminosa, de aproximadamente 192 lm/W, y un bajo 
consumo de energía de 33.2 W, destacan su eficiencia energética [1].  

En cuanto a sus componentes principales y funcionamiento básico, cada luminaria 
cuenta con un panel fotovoltaico, una batería, un regulador de carga, y una fuente LED. 
El panel fotovoltaico, es el componente que capta la luz del sol y la convierte en energía 
eléctrica. Los paneles solares están hechos de células fotovoltaicas que generan una 
corriente eléctrica continua cuando son expuestas a la luz. La batería, es la encargada 
de almacenar la energía eléctrica generada por el panel solar durante el día. Esta 
energía se utiliza para alimentar la matriz LED durante la noche. El regulador de carga, 
controla el flujo de energía entre el panel solar y la batería. Protege a la batería de 
sobrecargas y descargas excesivas, asegurando así una vida útil más larga. Además, 
regula la tensión de salida para que sea compatible con la fuente LED.  

 

(a)                   (b)                                (c) 

Figura 2. (a) Matriz LED. (b )Panel Solar. (c) Batería y regulador de carga [1] 

  

 

Figura 3. Esquema estructura del sistema 



 

 

3. 2. Adquisición de datos  

Para la obtención de los datos correspondientes al panel solar y la batería, se empleó 
el software de control de las luminarias Interact City, con interacción web. Además, la 
aplicación cuenta con un apartado donde se puede consultar en tiempo real el estado 
de la luminaria. A través de éste, podemos adquirir en formato csv los valores de voltaje 
e intensidad tanto del panel como de la carga de la batería, así como las 
especificaciones técnicas. Dichos valores han sido registrados tomando muestras cada 
15 minutos aproximadamente. Además, por limitaciones del software, solo podemos 
acceder a registros hasta 1 año de antigüedad.   

 

(a)                                                              (b)  

Figura 4. (a) Datos panel. (b) Datos Batería 

En cuanto a la localización de las luminarias, contamos con distintas ubicaciones. Entre 
ellas, Picanya (Valencia), Jaén, Albacete, etc. Para este proyecto, emplearemos la 
localización de Picanya, ya que se encuentran ubicadas en una carretera metropolitana 
la cual, presenta mucha afluencia de vehículos a lo largo de todo el día y en horas de 
escasa luminosidad natural. Las coordenadas exactas de las luminarias ubicadas en la 
carretera que conecta Picanya con Paiporta son: 39.435556, -0.419417 que coincide 
con la carretera nacional CV-407. A lo largo de esta carretera, se han implementado un 
total de 23 luminarias a lo largo del trayecto marcado en la Figura 5.   

 

Figura 5. Ubicación luminarias Picanya 



 

 

  

Figura 6. Luminarias Picanya CV 407. 

3. 3. Adquisición de datos meteorológicos  

Para poder realizar una predicción meteorológica y entrenar la herramienta de Robert, 
debemos de obtener valores de distintas variables meteorológicas clave, como la 
radiación solar, el índice de nubosidad, humedad relativa, etc. Con esa finalidad, hemos 
realizado un análisis, estudio y valoración de la adquisición de esos datos a través de 
distintas bases de datos de forma digital. Entre ellas, destacamos PVGIS (Photovoltaic 
Geographical Information System), AEMET (Agencia Estatal de Meteorología), 
Meteoblue y Meteonorm.   

 

Figura 7. Interfaz web PVGIS [2].  

 

Figura 8. Gráfica TMY Radiación global horizontal [2]. 



 

 

En cuanto a los ficheros TMY, tienen la ventaja de representar condiciones climáticas 
promedio, lo que elimina la influencia de anomalías extremas y facilita simulaciones 
energéticas consistentes. También incluyen una variedad de variables meteorológicas, 
como radiación solar, temperatura y velocidad del viento, proporcionando una visión 
completa del entorno climático. Los TMY se generan para ubicaciones específicas 
siguiendo estándares internacionales como la norma ISO 15927-4, lo que asegura 
consistencia y rigor en su selección.  

 

Figura 9. Ejemplo fichero TMY descargado 

En nuestro caso, para el desarrollo del proyecto, seleccionaremos y emplearemos las 
siguientes variables meteorológicas:  

- Temperatura media   

- Lluvia (cantidad de precipitación)  

- Humedad Relativa  

- Velocidad del viento  

- Dirección del viento  

- Nubosidad (cobertura total de nubes)  

- Radiación solar  

- Presión atmosférica (nivel medio del mar)  

- Temperatura del suelo (28-100 cm de profundidad)  

Por limitaciones temporales del proyecto (sólo 3 meses para su desarrollo) no hemos 
podido implementar una estación propia de meteorología y hemos optado por obtener 
los datos de plataformas como Meteoblue. 

4. Entrenamiento de modelos de Machine Learning con herramienta Robert 
 
Robert es un conjunto de protocolos automatizados de aprendizaje automático (Machine 
Learning, ML) que pueden ejecutarse de forma secuencial mediante una línea de 
comandos o una interfaz gráfica de usuario (GUI). Está diseñado para abordar 
problemas de regresión y clasificación, y está orientado principalmente a estudios de 
quimio-informática [3]. 
 
Robert ofrece una variedad de funcionalidades diseñadas para optimizar el uso del 
aprendizaje automático en proyectos científicos y técnicos como:  
 

� Creación de bases de datos: Permite procesar datos a partir de archivos CSV o 
estructuras químicas en formato SMILES, facilitando su preparación para análisis 
avanzados.  

� Curación y selección de datos: Aplica filtros y ajustes que eliminan inconsistencias, 
ruido y redundancias en los datos, mejorando su calidad y garantizando la precisión 
de los modelos generados.  



 

 

� Generación y análisis de predicciones: Realiza nuevas predicciones y analiza la 
importancia de las características involucradas, utilizando técnicas avanzadas de 
análisis de características.  

� Pruebas predictivas: Valida los modelos mediante métodos sofisticados como 
validación cruzada, pruebas de robustez y otras técnicas que aseguran su precisión 
y reproducibilidad, usando validaciones como y-shuffle, leave-one-out y k-fold 
crossvalidation.  

� Automatización completa: Integra flujos de trabajo totalmente automatizados que 
pueden ejecutarse con un solo comando o mediante la interfaz gráfica de usuario 
easyROB, simplificando el uso de herramientas complejas.  

  
Por otra parte, ofrece múltiples beneficios que lo convierten en una herramienta 
destacada en el campo del aprendizaje automático: 
 

� Reproducibilidad y transparencia: Diseñado bajo estándares modernos, garantiza 
que los resultados sean consistentes, reproducibles y adecuados para su análisis 
científico.  

� Facilidad de uso: Está especialmente diseñado para usuarios con poca experiencia 
en Python o aprendizaje automático, proporcionando herramientas intuitivas y 
accesibles.  

� Informes detallados: Genera informes en formato PDF que incluyen métricas clave 
del modelo, análisis detallados de predicciones y evaluaciones de confiabilidad, 
facilitando la interpretación y comunicación de los resultados.  

 
Este proceso simplifica la implementación y evaluación de modelos de aprendizaje 
automático en bases de datos estructuradas, asegurando resultados reproducibles y 
confiables.  

 
Figura 10. Flujo de trabajo general de Robert [3] 

 
5. Resultados 
 
5. 1 Modelado de la generación del panel con Machine Learning 
 
Se ejecutó Robert para modelar la potencia generada por el panel como variable 
objetivo. Para proceder a la obtención del informe, activamos el entorno de Robert en 
anaconda desde la consola de comandos y ejecutamos la siguiente sentencia:  
 
python -m robert --ignore "[timestamp,fecha,hora]" --names "indice" --y "P_panel" --
csv_name df_pic_4000.csv  
 
donde se ignoraron las variables timestamp, fecha y hora que no influyan en el estudio. 
 



 

 

Tomamos como descriptor único el índice de cada valor, y como variable objetivo la 
E_panel, del panel del archivo “df_pic_4000.csv”. Este archivo, contiene las variables 
del panel, las variables meteorológicas y los distintos cálculos y ajustes realizados de la 
luminaria ubicada en la localidad de Picanya. El tiempo aproximado de ejecución fueron 
2 horas y 45 minutos. 
 
Comenzando con el análisis y evaluación de los diferentes modelos, los resultados 
obtenidos del análisis de potencia como variable objetivo utilizando redes Neuronales 
(NN) muestran muy buenos resultados en ambas configuraciones: con y sin filtro PFI. 
Ambos modelos alcanzaron un coeficiente de determinación (R²) de 1.0 en los conjuntos 
de entrenamiento, validación y prueba, indicando una capacidad predictiva perfecta. 
Además, los errores promedio (MAE) y los errores cuadráticos medios (RMSE) fueron 
notablemente bajos, con mejores resultados en la configuración con PFI, donde el 
RMSE se redujo de 0.14 a 0.08 en el conjunto de prueba. Esto resalta la efectividad del 
filtro PFI al seleccionar únicamente las características más relevantes para el modelo.  
 

 
Figura 11. Resultados de los modelos empleados de ML 

  
A pesar de estos resultados sobresalientes, se identificaron algunas advertencias 
moderadas en ambos casos, como la distribución desigual de la variable objetivo (y), la 
correlación moderada entre las características y la posible presencia de outliers 
problemáticos. Sin embargo, estas advertencias no afectan significativamente la 
fiabilidad del modelo, catalogado como "fiable pero sujeto a revisión". La gráfica de 
dispersión refuerza la calidad del modelo, mostrando una alineación perfecta entre los 
valores reales y predichos para los conjuntos de entrenamiento, validación y prueba. En 
general, el modelo con PFI ofrece ventajas adicionales al reducir el ruido y mejorar la 
estabilidad, siendo la configuración más recomendada para esta variable objetivo.  
 
En cuanto a las correlaciones, Robert en esta versión, nos muestra un mapa de 
correlación por cada configuración, con y sin filtro PFI.  



 

 

 
Figura 12. Mapas de correlación de Pearson. (a) Sin filtro PFI. (b) Con filtro PFI 

 
Como podemos observar, el análisis de correlación de Pearson destaca las relaciones 
entre las variables en configuraciones con y sin filtro PFI. En la configuración sin PFI, se 
observa una fuerte correlación positiva entre I_panel y rad (r = 0.84), indicando que la 
radiación solar influye significativamente en la corriente generada por el panel. De 
manera similar, V_panel también presenta una correlación moderada con rad (r = 0.79), 
lo que sugiere que la radiación afecta tanto a la corriente como al voltaje generados. Sin 
embargo, la presencia de múltiples variables menos correlacionadas, como rh, 
temp_soil y cloud, indica ruido que podría dificultar el modelo predictivo. 
 
En la configuración con PFI, se reducen las variables a las más relevantes, destacando 
I_panel, V_panel y rad, con correlaciones fuertes y claras. Este filtro simplifica el modelo 
al eliminar relaciones débiles o irrelevantes, como aquellas entre temp_soil ó rh con las 
demás variables. La correlación de E_panel con rad (r = 0.57) y I_panel (r = 0.74) en 
esta configuración refuerza la importancia de estas variables en la predicción de la 
eficiencia o potencia del panel. 
 
A continuación, se realiza una selección de modelos de ML y se selecciona el más 
preciso, incluyendo a su vez una comparación de múltiples modelos hiperoptimizados y 
tamaños de entrenamiento. Para este módulo, se realiza un análisis con todos los 
descriptores y por otra parte, solo con los más relevantes. 
 
El análisis comparativo de modelos muestra el rendimiento de algoritmos 
hiperoptimizados (GB, MVL, NN y RF) en función del RMSE en el conjunto de validación, 
utilizando diferentes tamaños de entrenamiento (60%, 70% y 80%). Los modelos 
Gradient Boosting (GB) y Random Forest (RF) destacan como los más consistentes, 
con valores de RMSE bajos y estables en todos los tamaños de entrenamiento. En 
particular, el modelo GB muestra un rendimiento (bajo RMSE en Watios medios) 
superior al utilizar el 80% de los datos para entrenamiento, lo que indica una capacidad 
sobresaliente para generalizar.  
  

( a )   ( b )   



 

 

 
Figura 13. Representación del rendimiento de los modelos ML sin filtro y con filtro PFI  
 
Por otro lado, las Redes Neuronales (NN) también presentan un buen rendimiento, 
especialmente con conjuntos más grandes, logrando un RMSE de 0.025 en la 
configuración del 80% de entrenamiento. Sin embargo, el modelo MVL (regresión lineal 
múltiple) se desempeña significativamente peor, con los RMSE más altos en todas las 
configuraciones (hasta 0.31 con el 60% de entrenamiento), lo que refleja su incapacidad 
para capturar las relaciones complejas presentes en los datos. Si comparamos las 
configuraciones con y sin filtro PFI, el modelo GB sigue mostrando los mejores 
resultados en términos de RMSE, reforzando su eficacia como la opción más robusta 
para predicciones. Esto evidencia que el uso del filtro PFI no afecta negativamente el 
rendimiento de los modelos avanzados y puede ayudar a simplificar los datos sin 
comprometer la precisión. Por lo tanto, GB y RF son las opciones más recomendables, 
especialmente con tamaños de entrenamiento grandes.   

  
En ambas configuraciones, el modelo alcanza un coeficiente de determinación (R²) de 
1.0 en las pruebas de validación y en la validación cruzada, lo que indica una excelente 
capacidad predictiva y un ajuste casi perfecto en todos los conjuntos de datos. 
  
A continuación, realizamos el análisis de la desviación estándar promedio (SD).   

  
Figura 14. Resultados de la variabilidad de las predicciones sin filtro PFI y con filtro 

PFI 



 

 

Observando la figura anterior, se muestra una baja variación en ambas configuraciones, 
lo que indica una alta estabilidad del modelo. En la configuración sin filtro PFI (izquierda), 
el valor de 4*SD en el conjunto de prueba es de 0.8, correspondiente al 1% del rango 
de valores de y, lo que demuestra que las predicciones son consistentes con poca 
dispersión alrededor de la línea de ajuste. La gráfica muestra una alineación precisa 
entre los valores predichos y los reales, aunque con ligeras barras de error en algunos 
puntos, especialmente en valores altos. En la configuración con filtro PFI (derecha), el 
valor de 4*SD se reduce aún más a 0.4, también representando el 1% del rango de y. 
Esta disminución en la variabilidad refleja un modelo más eficiente al centrarse 
únicamente en las características más relevantes, reduciendo aún más la dispersión de 
los errores. Además, podemos observar una alineación prácticamente perfecta entre los 
valores reales y predichos, con barras de error más cortas y compactas. Por lo tanto, 
podemos confirmar que ambas configuraciones muestran una baja variabilidad y alta 
estabilidad, pero la configuración con filtro PFI mejora ligeramente la precisión al reducir 
la dispersión de los errores, lo que reafirma su ventaja al simplificar el modelo sin 
comprometer el rendimiento predictivo.  
 
Continuamos con los gráficos SHAP para aportar una visión más clara de las variables 
y su influencia en la predicción.   
  

 
Figura 15. Representaciones SHAP del modelo GB sin filtro y con filtro PFI 

 
En la configuración sin filtro PFI (izquierda), el modelo considera un conjunto amplio de 
variables, donde las más relevantes son I_panel, V_panel, y E_panel, con valores SHAP 
altos que indican un impacto significativo en las predicciones. Sin embargo, también se 
observan variables menos influyentes, como temp, rh, y cloud, cuyo impacto es mínimo, 
lo que podría introducir ruido innecesario en el modelo. Por otra parte, en la 
configuración con filtro PFI (derecha), el modelo se centra únicamente en las 
características más relevantes: I_panel, V_panel, E_panel, y rad. Este enfoque 
simplificado elimina las variables menos importantes, logrando un modelo más eficiente 
y enfocado. Los valores SHAP para estas variables clave siguen siendo significativos, 
indicando que el modelo mantiene su capacidad predictiva mientras reduce la 
complejidad. En resumen, podemos decir que el filtro PFI logra un enfoque más eficiente 
sin comprometer la precisión de las predicciones y la estabilidad del modelo.  
  
En cuanto a las variables con más impacto, podemos predominan la corriente, el voltaje 
y la eficiencia del panel, ya que son las variables directamente relacionadas con la 
variable objetivo. 



 

 

  
Figura 16. Variables con más impacto en la predicción 

 
6. Conclusiones y trabajos futuros 
 
En este trabajo se han puesto en marcha modelos de aprendizaje máquina (Machine 
Learning, ML) sobre los datos de distintas luminarias teleconectadas, capaces de 
generar energía eléctrica gracias a un panel fotovoltaico instalado en su parte superior. 
 
Los datos adquiridos han sido procesados en franjas de 15 minutos a lo largo de 1 
año. Tras el filtrado de datos y entrenamiento de distintos modelos ML, que incluyeron 
además variables meteorológicas, se obtuvieron ajustes satisfactorios con modelos 
como Random Forest y Gradient Boost. 
 
Las variables más representativas para modelar como objetivo fueron la potencia del 
panel, más allá de la eficiencia, puesto que las lecturas erróneas en determinados 
momentos condicionan esta medida. 
 
Asimismo, la imposibilidad de disponer de los datos meteorológicos en la 
localización de las luminarias en el día y hora de adquisición de los datos del panel 
y las baterías, supuso que los modelos no revelen con una confianza plena cuáles son 
dichas variables meteorológicas con mayor influencia. No obstante, se pudo determinar 
ciertas correlaciones con la generación de los paneles en términos de radiación 
solar, alta presión o baja humedad, entre otras. Esta imposibilidad, plantea como 
trabajo futuro disponer de una luminaria conectada junto a un sistema de 
adquisición de dichas variables meteorológicas. El modelado preciso revelará una 
predicción óptima de la generación del panel (la cual podrá vincularse a 
predicciones meteorológicas). Asimismo, se podrá regular la carga y descarga de 
la batería de las luminarias para optimizar su consumo a lo largo de los perfiles 
nocturnos. 
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